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移動履歴データから順伝播型ニューラルネットワークで抽出した 

地域のベクトル表現の意味解釈 
―ロジットモデルとの対応関係を通した検討― 
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Interpretation of regional embeddings extracted from travel history data  

using a feedforward neural network 

 - Examination Through Correspondence with Logit Models - 
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Abstract: Previous studies have explored applying Word2Vec, a natural language processing technique, to people 

flow data to extract embeddings representing regional characteristics. One study has demonstrated that these 

embeddings reflect inter-regional accessibility. However, analyses considering features of the input data, such as 

individual attributes and sequence relationships, have not been performed. This study aims to interpret the 

characteristics of embeddings extracted from stay location sequence data using a feed-forward neural network 

model that learns embeddings considering individual attributes and sequence relationships. Experimental results 

suggest that the embeddings extracted by the examined model represent accessibility between regions. 
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１．はじめに 

近年，情報通信技術や測位技術の発展により，人々の

移動の実態を詳細に記録した，人流データの蓄積が進ん

でいるが，その活用は，地域の滞在人口や地域間の移動

量などの把握にとどまっている．人流データを人の移動

履歴データとして扱う分析には，移動先の予測を目指し

たものは数多くみられるが，往復や周遊などの，地域間

の人の移動パターンに着目して，地域間の関係性を捉え

ようとする分析は少ない． 

人の移動履歴データの分析アプローチの一つは，各個

人の滞在地の順序を表す滞在地系列に対して，深層学習

に基づく自然言語処理手法を適用した地域の特徴を表す

「ベクトル表現」の抽出である．Crivellari and Beinat (2019)

は，自然言語の文章から単語のベクトル表現を抽出する

Word2Vec (Mikolov et al., 2013) を滞在地系列に適用し，

地域の特徴を表すベクトル表現を抽出できることを示し

た．さらに，Murray et al. (2023) は，Word2Vec による滞

在地系列の分析は，特定条件下にて重力モデルと数学的

に等価で，学習されたベクトル表現の内積が地域間の近

接性を表すことを理論的に示し，実証的にも検証した． 

しかし，Word2Vec が集計モデルである重力モデルと等

価であるとの関係は，Word2Vec の入力データが個人単位

の滞在地系列であるのに，分析にその「個人単位」「系列」

という情報を反映できていないことを意味する． 

人流データが有する情報を活かして地域間の近接関係

を抽出するには，個人属性を考慮すること，および，滞

在地が系列で記録されていることを考慮した分析が必要

である．本稿はこの検討の第一段階として，特定の属性

を有する個人が，ある滞在地から次の滞在地への１回の

移動を１レコードとした移動データから，深層学習モデ

ルによる分析を通して地域間の関係を抽出する分析を検

討する．まず，得られるベクトル表現の解釈可能性を担

保するため，Word2Vec と同様に，単純な Feed-Forward 型

ニューラルネットワーク (FNN) のモデルを前提とする．

個人属性と現在の滞在地の入力に対して，次の滞在地を

予測するタスクの学習で得られる地域のベクトル表現が

獲得する性質を，目的地選択行動に従来から用いられる

ロジットモデルとの比較を通して解釈し，人流データの

深層学習モデルによる地域間関係分析への応用可能性を

検討することを目的とする． 

 

２．既往研究 

Word2Vec のモデルのうち，Skip-gram モデルは，文章

中の一単語を入力し，その前後に表れる単語を予測する

タスクを通じて，モデルを学習する．全文章データ中の

全単語の数を𝑚，埋め込み次元を𝑛とする．ある単語が入

力されると，その単語に対応する行にのみ 1 を与え，そ

れ以外に 0 を与えた 1×𝑚の One-Hot ベクトルを入力層
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(5) 

に入力する．対応する 1 行にのみ 1 が入ったベクトルの

ため，𝑚×𝑛の埋め込み層のうち入力語に対応する行のみ

が演算され，中間層には入力単語に固有の 1×𝑛の特徴量

ベクトルが伝えられる． 

Skip-gram の全結合層は，一般的な FNN である．前後

単語の範囲であるウィンドウサイズ𝑊について，𝑛×𝑚の

行列が前後それぞれ 2 つずつ，計 2𝑊個存在する．出力層

では，文章中で入力語の前後𝑊語を予測する確率分布を

softmax 関数でモデル化する． 

𝑝(𝑗|𝑖) =
exp(𝒗𝒋 ∙ 𝒖𝒊)

∑ exp(𝒗𝒋′ ∙ 𝒖𝒊)
𝒎
𝒋′=𝟏

(1) 

ここで𝑝(𝑗|𝑖)は，単語𝑖が与えられたときに，任意の前後位

置において単語𝑗が現れる確率である．また，𝒗𝒋は，全結

合層の中で単語𝑗に対応する列ベクトルであり，𝒖𝒊は単語

𝑖の特徴量ベクトルである． 

Murray et al., (2023) は，滞在系列データに Skip-gram を

適用する手法が，モデルの学習時間を短縮する手法であ

る Negative Sampling (NS) (Mikolov et al., 2013) を使用し，

ウィンドウサイズ𝑊 = 1の場合にのみ，重力モデルと等

価の式で地域間流動を予測すると明らかにした．モデル

の学習の際，通常の Skip-gram は学習対象地域全てにつ

いてベクトルの積を計算し，softmax 関数でモデル化する

が，NS は正例(正解)に対して複数の負例(間違い)をラン

ダムにサンプリングし，その負例を正解もしくは間違い

に分類する 2 値分類問題に置き換えることで，モデルの

学習時間を短縮する手法である．負例のサンプリングの

際には，学習データ中で登場頻度の高い地域が高確率で

抽出される．NS の目的関数は，正例のペアの予測確率を

1 に近づけ，且つ負例のペアの予測確率を 0 に近づける

ことであるため，以下の損失関数の最小化である． 

𝐿𝑁𝑆

= ∑ [ln
1

1 + exp{− ln 𝑓(𝒗𝒋 ∙ 𝒖𝒊) + ln 𝑝0(𝑗) + 𝑐}
𝑖

+ ∑ ln
1

1 + exp[−{− ln 𝑓(𝒗𝒌 ∙ 𝒖𝒊) + ln 𝑝0(𝑘) + 𝑐}]
𝑘∈𝑉

] 

𝑓(𝒗𝒋 ∙ 𝒖𝒊) = (𝒗𝒋 ∙ 𝒖𝒊 + ln 𝑝0(𝑗) + 𝑐) (2) 

ここで，𝑗は正例，𝑉は負例の集合，𝑝𝑜(𝑗)は学習データ中

での𝑗の登場割合，𝑐は定数項である． 𝑊 = 1で，Skip-gram

に NS を使用した場合，学習された埋め込み層の重みと

全結合層の重みが一致する (Levy and Goldberg. 2014)．そ

のため，Skip-gram Negative Sampling (SGNS) を用いて予

測する確率分布は，以下の式で計算される． 

𝑃𝑁𝑆(𝑗|𝑖) =
𝑓(𝒖𝒋 ∙ 𝒖𝒊)

∑ 𝑓(𝒖𝒋′ ∙ 𝒖𝒊)𝑗′∈𝑉

 

=
exp(𝒖𝒋 ∙ 𝒖𝒊 + ln 𝑝0(𝑗) + 𝑐)

∑ exp(𝒖𝒋′ ∙ 𝒖𝒊 + ln 𝑝0(𝑗′) + 𝑐)𝑗′∈𝑉
 

=
𝑝(𝑗)exp(𝒖𝒋 ∙ 𝒖𝒊)

∑ 𝑝 (𝑗′)exp(𝒖𝒋′ ∙ 𝒖𝒊)𝑗′∈𝑉

(3) 

したがって，SGNS によって予測される，地域𝑖と地域

𝑗間の流動量𝑇𝑖𝑗̂は以下の通りである． 

𝑇𝑖𝑗̂ ∝ 𝑝(𝑖)𝑃𝑁𝑆(𝑗|𝑖) ∝
𝑝(𝑖) 𝑝(𝑗)exp(𝒖𝒋 ∙ 𝒖𝒊)

∑ 𝑝(𝑗′)exp(𝒖𝒋′ ∙ 𝒖𝒊)𝑗′
(4) 

また，Skip-gram は，滞在地系列の中での滞在地𝑖と𝑗の

隣接関係は考慮するが，その前後関係は考慮できないた

め，地域𝑖，𝑗を発着する相互の流動量が等しいと仮定して

モデルを学習することになる． 

𝑇𝑖𝑗̂ = 𝑇𝑗𝑖̂ ⇔  
𝑝(𝑖) 𝑝(𝑗)exp(𝒖𝒋∙𝒖𝒊)

∑ 𝑝(𝑗′)exp(𝒖𝒋′ ∙𝒖𝒊)𝑗′∈𝑉

= 
𝑝(𝑗) 𝑝(𝑖)exp(𝒖𝒊∙𝒖𝒋)

∑ 𝑝(𝑖′)exp(𝒖𝒊′ ∙𝒖𝒋)𝑖′∈𝑉

 ⇔ 

∑ 𝑝(𝑗′)exp(𝒖𝒋′ ∙ 𝒖𝒊)𝑗′∈𝑉 = ∑ 𝑝(𝑖′)exp(𝒖𝒊′ ∙ 𝒖𝒋)𝑖′∈𝑉  

⇒  𝑇𝑖𝑗̂ = 𝐶𝑝(𝑖)𝑝(𝑗) exp(𝒖𝒋 ∙ 𝒖𝒊) 

(5)式より，𝑊 = 1の設定の SGNS は，重力モデル𝑇𝑖𝑗̂ =

𝐶𝑚𝑖𝑚𝑗𝑓(𝑟𝑖𝑗)  と等価な方程式で移動を予測すると解釈で

きる．つまり，学習されたベクトル表現 𝒖𝒊̂, 𝒖𝒋̂のベクトル

空間上での距離が，地域𝑖, 𝑗間の近接性に対応する． 

 

３．FNN とロジットモデル 

ある時点の滞在地を入力し，次の移動後の滞在地を予

測して，ベクトル表現を学習する FNN と，ロジットモデ

ルそれぞれが予測する確率分布は，いずれも softmax 関

数の形をしており，FNN の全結合層の出力と，ロジット

モデルの確定効用は対応関係にある．いずれのモデルも，

個人単位の移動行動を扱うため，ある時点の滞在地の入

力から次の滞在地を予測する FNN の学習により得られ

るベクトル表現について，その意味をロジットモデルと

の比較を通して明らかにする． 

３.１ 検討する FNN モデル 

本研究では，以下の式で次の滞在地を予測して，ベク

トル表現を学習するモデルを検討する． 

図 1 Skip-gram の概要 
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(8) 

𝑝𝑘(𝑗|𝑖) =
exp(𝒗𝒋 ∙ 𝒖𝒊 + 𝒘𝒂 ∙ 𝒂𝒋 + 𝒘𝒋

𝒉 ∙ 𝒉𝒌)

∑ exp (𝒗𝒋′ ∙ 𝒖𝒊 + 𝒘𝒂 ∙ 𝒂𝒋′ + 𝒘𝒋′
𝒉 ∙ 𝒉𝒌)𝒎

𝒋′=𝟏

(6) 

ここで，𝒖𝒊はある時点の滞在地𝑖の特徴量ベクトル，𝒗𝒋

は次の移動後の滞在地𝑗に対応する全結合層の列ベクト

ル，𝒂𝒋は着地の魅力度，𝒉𝒌は移動者𝑘の個人属性，𝑤は重

みパラメータである．このモデルは， Word2Vec と同様

の，1 層の Feed-Forward 型の全結合層での出力に，着地

の魅力度と個人属性の線形結合を加算して，softmax 関数

で確率化する．全結合層の数は，ベクトル表現の解釈可

能性の担保のために，本研究では 1 層のモデルを考える． 

３.２ ロジットモデル 

ロジットモデルは，ランダム効用理論に基づく離散選

択モデルである．個人は選択肢の望ましさを意味する効

用が最も大きい選択肢を選ぶ．ランダム効用理論におい

て，選択肢の効用は確率的に表され，選択肢𝑗の効用𝑈𝑗は

以下の式により計算される． 

𝑈𝑗 = 𝑉𝑗 + 𝜀𝑗 (7) 

ここで，𝑉𝑗は観測可能な説明変数によって表される確

定効用，𝜀𝑗は観測不能な要因を説明する確率的な誤差項

である．ある個人が選択肢𝑗を選択する確率𝑝𝑗は， 

𝑝𝑗 = 𝑃𝑟 [𝑈𝑗 > max
𝑗′(≠𝑗)

(𝑈𝑗′)] 

ある．ここで，𝑃𝑟[∗]は*の生起する確率である．誤差項が

独立なガンベル分布に従う場合の，ランダム効用理論に

基づく離散選択モデルがロジットモデルと呼ばれ，𝑝𝑗は

以下のように表される． 

𝑝𝑗 = ∫ 𝑃𝑟[𝑈𝑗 = 𝑥]𝑃𝑟[𝑈1 < 𝑥] ⋯ 𝑃𝑟[𝑈𝑚 < 𝑥]𝑑𝑥 

= exp(𝑉𝑗) ∫ exp(−𝑥) exp [− ( ∑ exp(𝑉𝑗′)

𝑚

𝑗′=1

) exp(−𝑥)] 𝑑𝑥
∞

−∞

 

=
exp(𝑉𝑗)

∑ exp(𝑉𝑗′)𝑚
𝑗′=1

(9) 

 目的地選択問題において，確定効用の説明変数には発

地𝑖着地𝑗間の距離𝑑𝑖𝑗，着地の魅力度𝒂𝒋，移動者𝑘の個人属

性𝒉𝒌などが一般に用いられ，確定効用項はそれらの線形

結合によって表される．地域𝑖にいる個人𝑘にとって，次

の滞在地の地域𝑗の確定効用は以下の通りである． 

𝑉𝑗
𝑘 = 𝑤𝑑 ∙ 𝑑𝑖𝑗 + 𝒘𝒂 ∙ 𝒂𝒋 + 𝒘𝒋

𝒉 ∙ 𝒉𝒌 (10) 

ここで𝑤は重みパラメータである．2地域間距離，着地の

魅力度などの選択肢に固有の変数には，全地域に共通の

重みパラメータを用いる．一方，個人属性などの選択肢

に固有でない変数は，その線形結合を選択肢固有にする

ために，選択肢ごとに異なる重みパラメータ𝒘𝒋
𝒉を設定す

ることが一般的である．なお，全ての選択肢に固有の重

みパラメータを設定すると多重共線性が生じるために，

一つの基準選択肢はその重みパラメータを 0 に固定する． 

３.３ 検討モデルとロジットモデルの対応関係 

検討モデルは，全結合層での出力に，(10)式のうち，距

離以外の説明変数にあたる項を加算して，softmax 関数で

確率化する．つまり，ロジットモデルで地域間距離にあ

たる項を𝒗𝒋 ∙ 𝒖𝒊で置き換えた式で次の滞在地を予測する

ため，𝒗𝒋 ∙ 𝒖𝒊は𝑤𝑑 ∙ 𝑑𝑖𝑗と対応する．したがって，検討モデ

ルにより学習されたベクトル表現と全結合層の重みの内

積 𝒗𝒋̂ ∙ 𝒖𝒊̂は，移動データに潜む地域間の近接性を表す． 

 

４．東京都を対象とした分析 

本研究では，実データに検討モデルを適用し，得られ

た地域のベクトル表現が獲得した性質を考察する． 

４.１ 使用データとモデルの設定 

東京大学空間情報科学研究センター「人の流れプロジ

ェクト」提供の「擬似人流データ」から，東京都内で移動

が完結した約 870 万人の移動を対象とする．東京都市圏

パーソントリップ調査の計画基本ゾーン 164 地域で個人

の滞在地を表した系列を作成した．移動者の個人属性は

年齢，性別，職業の 3 種類を使用し，年齢は 0~19 歳，

20~39 歳，40~59 歳，60~89 歳の 4 区分，性別は男性，女

性の 2 区分，職業は就業者，無職，学生の 3 区分に分類

した．「0~19 歳」「女性」「学生」を基準のカテゴリーとし，

ダミー変数を設定した．着地の魅力度を表す指標として，

平成 28 年経済センサス-活動調査 従業者数，平成 27 年

度国勢調査 人口総数を用いる．従業者数は繁華街やオフ

ィス街などの性質による魅力度を説明し，人口総数は住

宅街の性質による魅力度を説明する変数として用いる． 

検討モデルは埋め込み次元を 25 次元とし，滞在地系列

データを学習用と検証用に 8:2 の割合で分割し，Early 

stopping を用いて，validation loss の改善が見られなくな

ってから 2 回まで学習を行い，最良のモデルを選択した．  

検討モデルの比較対象として，SGNS の学習とロジッ

トモデルの推定を行う．SGNS は，Murray et al. (2023)と

同じ設定のモデルを用いて，埋め込み次元を検討モデル

と同じ 25 次元と設定する．ロジットモデルの説明変数は，

着地の魅力度と個人属性は検討モデルと同じ変数，地域

間距離は計画基本ゾーンの重心間距離(km)を用い，(10)式

で確定効用を計算する．なお，この推定では，全データ

を用いた推定は計算量の観点から困難なため，対象デー

タから 3％をサンプリングして使用した． 

４.２ ベクトル表現の特徴 

検討モデルにより学習されたベクトル表現と全結合層

の重みの内積 𝒗𝒋̂ ∙ 𝒖𝒊̂を縦軸，推定されたロジットモデル

での距離の重みパラメータと距離の積 𝑤𝑑̂ ∙ 𝑑𝑖𝑗を横軸と

した散布図を図 2に示す．推定された距離の重みの値は，

-0.368 であった．対応する両者の間には，比例に近い関係

性が見てとれ，類似した性質を持つと考えられる． 

図 2の中で，都心 5区(千代田，中央，港，新宿，渋谷)
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を発地とする移動に注目したものを図 3(a)に，都心 5区

を着地とする移動に注目したものを図 3(b)に示す．図

3(a)は，図 3(b)と比較して，𝑤𝑑̂ ∙ 𝑑𝑖𝑗の値が小さい範囲に，

𝒗𝒋̂ ∙ 𝒖𝒊̂の値が特に小さい点が多く見られる．これは，距離

が離れた地域間の移動において，都心を発地とする場合

と，都心を着地とする場合では，ベクトル表現が表す近

接性に大きな違いがあることを示している．オフィス街

や繁華街が集中する都心の人を集める範囲の広さに起因

して，都心を着地とする方向の近接性が高くなったと考

えられ，ベクトル表現は移動の向きを区別した近接性を

表すと解釈できる． 

次に，𝒗𝒋̂ ∙ 𝒖𝒊̂について，新宿駅西口地域，八王子駅地域

を発地とする移動に注目した分布を図 4 に，新宿駅西口

地域，八王子駅地域を着地とする移動に注目した分布を

図 5 に示す．八王子駅地域は両図の間に違いがみられな

い一方，新宿駅西口地域は，図 4 と比較して，図 5 では

地理的距離が近い地域だけでなく，距離の離れた地域に

も，その値の大きい地域が確かに多く分布している．比

較対象の SGNS によるベクトル表現の内積について，新

宿駅西口地域，八王子駅地域に注目した分布を図 6 に示

す．移動の向きを区別できない SGNS の分布は，図 4,図

5と異なる傾向の分布をしている． 

 

５．おわりに 

本研究は，個人属性と現在の滞在地の入力に対して，

次の滞在地を予測する FNN で得られる地域のベクトル

表現の性質を，ロジットモデルとの比較を通して解釈を

行った．実データを用いた分析により，そのベクトル表

現は，移動の向きを区別した地域間の近接関係を表すと

評価でき，人流データの深層学習モデルによる地域間関

係分析への応用可能性が示唆された．今後，過去の滞在

地と現在の滞在地の関連性を学習し次の滞在地を予測す

る，LSTM や Transformer などの深層学習モデルによるベ

クトル表現について，同様の議論へと発展させたい． 
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図 2 𝒗𝒋̂ ∙ 𝒖𝒊̂と𝑤𝑑̂ ∙ 𝑑𝑖𝑗の散布図 

 

(a) 発地         (b) 着地 

図 3 都心 5 区に着目した𝒗𝒋̂ ∙ 𝒖𝒊̂と𝑤𝑑̂ ∙ 𝑑𝑖𝑗の散布図 

 

図 4 注目地域を発地とする移動の𝒗𝒋̂ ∙ 𝒖𝒊̂の分布 

 

図 5 注目地域を着地とする移動の𝒗𝒋̂ ∙ 𝒖𝒊̂の分布 

 

図 6 SGNS の𝒖𝒋̂ ∙ 𝒖𝒊̂の分布 
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